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ONSOZ

Bu c¢alisma, Yildiz Teknik Universitesi Matematik Miihendisligi Boliimii Bitirme
Tezi projesi kapsaminda hazirlanmigtir.

Veri bilimi ve makine 6grenmesi teknikleri, giinlimiizde yalnizca miihendislik alanlarinda
degil, kiiresel ticaretin ve ekonominin dnemli noktalarindan olan tedarik zinciri yonetimi
ve lojistik sektoriinde de devrim niteliginde ¢oziimler sunmaktadir. Bu ¢alisma ile,
denetimsiz 0grenme yontemlerinin en temel ve etkili algoritmalarindan biri olan K-
Means kiimeleme modelinin sadece teorik temellerini incelemekle kalmayip, DataCo
tedarik zinciri veri seti lizerinden miisteri davraniglart ve lojistik performansin
entegrasyonu ile bu teknolojinin ger¢ek diinya problemlerine nasil ¢dziim iirettigi
gosterilmistir. Projenin, hem miisteri segmentasyonu analizlerini lojistik parametrelerle
giiclendirmesi hem de veriye dayali stratejik karar destek sistemlerine yonelik ileri diizey
calismalara bir temel olusturmasi hedeflenmistir.

Bu proje konusunun se¢ilme nedeni; modern ticaret diinyasinda biiyiik veri kullaniminin
yayginligina ragmen, miisteri sadakati ile operasyonel lojistik siireclerin bir etkilesim
icinde, sistematik bir matematiksel ve istatistiksel yaklasimla ele alinmasi gerekliligidir.
Ozellikle geleneksel RFM (Recency, Frequency, Monetary) modeline lojistik
performans metriklerinin eklenmesiyle ortaya ¢ikan yeni perspektife duyulan merak,
konunun teorik yoniiyle pratik uygulamasinin bu proje kapsaminda birlestirilmesini
saglamstir.

Projenin hazirlanma siirecinde elde edilen deneyimler, sadece kiimeleme
algoritmalarinin ve boyut indirgeme (PCA) tekniklerinin daha iy1 anlagilmasinm
saglamakla kalmamis; ayn1 zamanda biiylik veri setlerinin temizlenmesi, 6zellik
miihendisligi, model optimizasyonu ve akademik bir metnin etik ¢ergevede yazim siireci
hakkinda sahsima 6nemli kazanimlar sunmustur.

Bu projenin hazirlanma siirecinde bilgilerini benden esirgemeyen, yonlendirmeleriyle
calismama vizyon katan danisman hocam Dog. Dr. Bayram Ali IBRAHIMOGLU na,
ayrica lisans egitimim boyunca akademik altyapimin olusmasinda emegi gecen tiim
Ogretim tiyelerine tesekkiirlerimi sunarim.

Bunun yaninda, egitim hayatim boyunca maddi ve manevi desteklerini esirgemeyen, her
daim yanimda olan aileme ve sevgili arkadaslarima bana gdsterdikleri sevgi, sabir ve
giivenlerinden dolay1 en igten tesekkiirlerimi borg bilirim.



OZET

Bu ¢aligmanin amaci, tedarik zinciri yonetiminde denetimsiz makine 6grenmesi
tekniklerini kullanarak lojistik performans odakli, dinamik bir miisteri segmentasyonu
modeli gelistirmektir.

Projede oncelikle, pazarlama analitiginin temelini olusturan geleneksel RFM (Recency,
Frequency, Monetary) modelinin teorik altyapisi incelenmis; bu modele lojistik
operasyon siireclerinin bir gostergesi olan "Shipping Delay" (Sevkiyat Gecikmesi)
degiskeni eklenerek model genisletilmistir. Veri madenciligi siirecleri kapsaminda,
biiyiik veri setleri tizerinde aykir1 deger analizi (IQR), veri normalizasyonu ve boyut
indirgeme (PCA) teknikleri sistematik bir matematiksel yaklasimla uygulanmaistir.

Kiimeleme asamasinda K-Means algoritmasi kullanilarak miisteriler karakteristik
Ozelliklerine gore ayristirilmis; optimum kiime sayis1 "Dirsek Yontemi" ile
belirlenmistir. Gelistirilen modelin basarisi; Silhouette Skoru, Davies-Bouldin Endeksi
ve Calinski-Harabasz Endeksi gibi validasyon metrikleriyle matematiksel olarak
dogrulanmigtir.

Teorik ¢erceve, DataCo Supply Chain veri seti iizerinden yapilan uygulama ile
desteklenmis; algoritmanin ¢ok boyutlu verileri anlamlandirmadaki etkinligi
gorsellestirme teknikleriyle sunulmustur. Elde edilen sonuglar, kiimeleme analizinin ve
istatistiksel modellemenin, karmasik tedarik zinciri problemlerini ¢d6zmede, miisteri
sadakatini 6lgmede ve operasyonel verimliligi artirmada ne kadar giiglii bir arag
oldugunu ortaya koymaktadir.

Anahtar Kelimeler: Matematiksel Modelleme, Makine Ogrenmesi, K-Ortalamalar
Kiimeleme, RFM Analizi, Tedarik Zinciri Y6netimi, Lojistik Optimizasyonu, Veri
Madenciligi.
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ABSTRACT

The objective of the study is to develop a dynamic customer segmentation model focused
on logistics performance by utilizing unsupervised machine learning techniques in supply
chain management.

In the initial phase of the study, the theoretical framework of the traditional RFM
(Recency, Frequency, Monetary) model, which forms the basis of marketing analytics,
was examined. This model was subsequently extended by integrating the "Shipping
Delay" variable as a key indicator of operational logistics processes. Within the scope of
data mining procedures, outlier analysis (IQR), data normalization, and dimensionality
reduction (PCA) techniques were applied through a systematic mathematical approach.

During the clustering stage, customers were segmented according to their characteristic
behaviors using the K-Means algorithm, where the optimal number of clusters was
determined via the "Elbow Method." The performance and reliability of the developed
model were mathematically validated using metrics such as the Silhouette Score, Davies-
Bouldin Index, and Calinski-Harabasz Index.

The theoretical framework was supported by an empirical application using the DataCo
Supply Chain dataset, and the effectiveness of the algorithm in interpreting high-
dimensional data was demonstrated through advanced visualization techniques. The
results reveal that clustering analysis and statistical modeling are powerful instruments
for addressing complex supply chain challenges, measuring customer loyalty, and
enhancing operational efficiency.

Keywords: Mathematical Modeling, Machine Learning, K-Means Clustering, RFM
Analysis, Supply Chain Management, Logistics Optimization, Data Mining.
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1. GIRiS

Giliniimiiziin kiiresel ekonomi diizeninde, dijitallesme ve veri tiretim hizindaki devasa
artig, isletmeleri geleneksel karar alma mekanizmalarindan uzaklastirarak veri odakli
stratejiler gelistirmeye zorlamaktadir. Ozellikle tedarik zinciri yonetimi ve lojistik
operasyonlar, bir igletmenin maliyet yapisini ve miisteri memnuniyetini dogrudan
etkileyen en kritik siirecler haline gelmistir [1]. Bu baglamda, "biiyiik veri analitigi" ve
"makine Ogrenmesi" teknikleri, karmasik veri yiginlarindan anlamli paternler
cikarilmasina ve operasyonel verimliligin artirilmasina imkan tanimaktadir [2].

1.1 Tedarik Zinciri Analitiginin Onemi

Tedarik zinciri stiregleri; ham madde tedarikinden {iretim asamasina, depolamadan son
kullaniciya ulasima kadar uzanan heterojen bir yapiya sahiptir. Bu siiregte olusan verilerin
analizi, sadece ge¢mis performansi 6lgmekle kalmaz, ayn1 zamanda gelecekteki talepleri
ve olast darbogazlar1 6ngérmeyi saglar. Matematiksel modelleme teknikleri, tedarik
zincirindeki bu belirsizlikleri yonetilebilir kilan en giiglii aractir. Modern lojistik
yonetiminde, miisteriyi sadece satin alma giiciiyle degil, ayn1 zamanda lojistik
siireclerden aldigi hizmet kalitesiyle degerlendirmek stratejik bir zorunluluk haline
gelmisgtir [3].

1.2 Calismanin Amaci ve Kapsami

Bu ¢aligmanin temel amaci, pazarlama analitigi literatiiriinde yer alan geleneksel RFM
(Recency, Frequency, Monetary) modelini, lojistik performans metrikleri ile
zenginlestirerek daha kapsamli bir miisteri segmentasyonu modeli olusturmaktir [4].
Klasik modeller miisterinin sadece harcama tutarina ve sikligima odaklanirken; bu
calismada modele "Lojistik Gecikme" (Shipping Delay) faktorii entegre edilerek
literatlirdeki hibrit model arayislarina katki sunulmasi hedeflenmistir.

Calisma  kapsaminda, denetimsiz =~ 6grenme  yOntemlerinden K-Means (K-
Ortalamalar) kiimeleme algoritmasi kullanilarak miisteriler karakteristik benzerliklerine
gore gruplandirilmistir. K-Means, biiyiik veri setlerinin kiimelenmesinde hiz1 ve etkinligi
nedeniyle sikca tercih edilen bir matematiksel yaklasimdir [5]. Modelin dogrulanmasi
stirecinde ise Silhouette Skoru ve Dirsek Yontemi gibi metrikler kullanilarak
optimizasyon saglanmistir. Ayrica, ¢cok boyutlu verilerin gorsellestirilmesi ve varyans
analizi i¢in Temel Bilesenler Analizi (PCA) teknigine basvurulmustur.

1.3 Veri Setinin Tanitimi (DataCo Supply Chain Verisi)

Uygulama asamasinda, Constante ve arkadaglar1 tarafindan literatlire sunulan ve gergek
diinya operasyonel verilerini iceren "DataCo Supply Chain Dataset" kullanilmistir [6].
Bu veri seti; finansal veriler, siparig detaylar1 ve sevkiyat bilgileri gibi 50'den fazla
degiskeni icermektedir. Analiz silirecinde, bu genis veri havuzundan miisteri
davraniglarini ve lojistik performansi en iyi temsil eden degiskenler secilerek temizlenmis
ve Ozellik mithendisligi siireglerinden gegirilmistir.



2. LITERATUR VE TEORIK TEMELLER

Bu béliimde, calismanin temelini olusturan Miisteri iliskileri Y&netimi (CRM) ve
geleneksel RFM (Recency, Frequency, Monetary) analizinin literatiirdeki tarihsel
gelisimi  ele almmistir. Projenin 6zglin degerini olusturan lojistik performans
gostergelerinin bu modele entegrasyonu kuramsal ¢ercevede incelendikten sonra, veri
madenciligi siireglerinde gerek duyulacak temel istatistiksel kavramlar sunulmustur.
Boliimiin devaminda, miisteri davranislarini gruplandirmak i¢in kullanilan denetimsiz
o0grenme yontemleri ile kiimeleme analizinin matematiksel dayanagini olusturan K-
Means algoritmasinin ve boyut indirgeme tekniklerinin teorik altyapist detaylica
incelenmistir..

2.1 Miisteri Iliskileri Yonetimi (CRM) ve Segmentasyon

Modern igletme ydnetiminde Miisteri Iliskileri Yonetimi (CRM), sadece teknolojik bir
altyapi1 veya veritabani ¢oziimii degil, stratejik bir is felsefesi olarak
konumlandirilmaktadir [7]. Geleneksel pazarlamanin temelini olusturan ve genis
kitlelere tek tip mesaj iletmeyi hedefleyen "kitle pazarlamas1" paradigmasi, yerini her
bir miisterinin bireysel ihtiyaglarin1 merkeze alan "iligkisel pazarlama" anlayisina
birakmistir [8]. CRM’in nihai amaci, miisteri etkilesimlerini analiz ederek davranigsal
kaliplar1 6ngdrmek ve "Miisteri Yasam Boyu Degeri"ni (Customer Lifetime Value -
CLV) maksimize ederek isletme karliligini siirdiiriilebilir kilmaktir [9].

Bu stratejik yaklagimin merkezinde ise segmentasyon siireci yer almaktadir. Literatiirde
miisteri segmentasyonu, heterojen yapidaki bir pazarin; benzer satin alma
aligkanliklarina, ihtiyaglara veya karakteristik 6zelliklere sahip homojen alt gruplara
ayristirilmasi iglemi olarak tanimlanir [10]. Etkin bir segmentasyon, igletmelerin kisith
kaynaklarini verimsiz alanlar yerine, yiiksek sadakat veya karlilik potansiyeli sunan
segmentlere yonlendirmesine olanak tanir. Giiniimiizde veri bilimi tekniklerinin
gelisimiyle birlikte; yas ve cinsiyet gibi duragan demografik verilerin yerini, islem
gecmisi ve servis kullanim siklig1 gibi dinamik "davranigsal veriler" almistir [11]. Bu
calismada uygulanan kiimeleme analizi, verideki dogrusal olmayan karmasik iliskileri
kesfederek, geleneksel yontemlerle tespit edilemeyecek stratejik miisteri gruplarinin
tanimlanmasini saglamaktadir.

2.2 RFM Analizi: Recency, Frequency, Monetary

Miisteri sadakatini ve karliligin1 6lgiimlemede literatiirde en ¢ok atif alan modellerden
biri RFM (Recency, Frequency, Monetary) analizidir. Ik olarak Hughes (1994)
tarafindan popiilerlestirilen bu model, miisterilerin gecmis islem verilerini kullanarak
gelecekteki satin alma olasiliklarini tahmin eden sayisal bir skorlama sistemidir [4].
Modelin ii¢ temel bileseni su sekilde kuramsallastiriimistir:

¢ Recency (Yenilik): Miisterinin son etkilesiminden bu yana gecen siireyi ifade
eder. Pazarlama literatiirii, yakin zamanda islem yapmis bir miisterinin, uzun
stiredir aktif olmayan bir miisteriye kiyasla yeni bir pazarlama teklifine yanit
verme olasili§inin daha ytiksek oldugunu kanitlamaktadir [12].



¢ Frequency (Sikhik): Belirli bir zaman dilimi igerisinde gerceklestirilen toplam
islem sayisidir. Bu metrik, miisteri sadakatinin ve markaya olan bagliligin
dogrudan bir gostergesi olarak kabul edilir [13].

e  Monetary (Parasal Deger): Miisterinin toplamda yarattigi ekonomik hacmi
temsil eder. Isletmelerin finansal siirdiiriilebilirligi agisindan en kritik gdsterge
olup, yiiksek degerli miisterilerin (VIP) tespitinde birincil rol oynar [14].

RFM modelinin en gii¢lii yonii, veri analitigi sonuglarinin is birimleri tarafindan kolayca
yorumlanabilmesidir. Ancak, modelin islem odakli yapisi, 06zellikle lojistik ve
operasyonel siireclerin yogun oldugu sektorlerde miisteri memnuniyetini etkileyen dissal
faktorleri analiz dis1 birakabilmektedir [15].

2.3 Tedarik Zinciri ve Lojistik Performans Gostergeleri

Tedarik zinciri yonetimi, iirliniin baglangi¢ noktasindan nihai tiiketiciye kadar olan
fiziksel ve bilgi akisinin biitiinsel optimizasyonunu hedefler [16]. E-ticaretin kiiresel
Olcekte yayginlagsmasiyla birlikte, fiziksel {iriin kalitesi kadar, teslimat hizi ve
giivenilirligi de birincil rekabet avantaji haline gelmistir. Lojistik performans, miisteri
tatminini (customer satisfaction) ve marka imajin1 dogrudan etkileyen operasyonel bir
digsalliktir [1].

Akademik caligmalarda lojistik basar1 genellikle "Hizmet Seviyesi" (Service Level)
parametreleri iizerinden degerlendirilir. Bu tez calismasinda lojistik performansi
Olgiimlemek adina "Gergeklesen Gonderim Siiresi" ve "Planlanan Gonderim Siiresi"
arasindaki korelasyon temel alinmistir. Bir lojistik sistemin etkinligi, sadece "hiz" ile
degil, ayn1 zamanda vaat edilen tarithe uyum (teslimat giivenilirligi) ile ol¢iiltir [17].
Planlanan siireden sapmalar, tedarik zinciri agindaki verimsizliklerin, stok yOnetimi
hatalarmin veya tasimaci performansindaki aksakliklarin bir gdstergesidir. Ozellikle sinir
Otesi operasyonlarda giimriikleme siiregleri ve tasima modlar1 (intermodal, hava yolu
vb.) bu performans c¢iktilar1 tizerinde belirleyici unsurlardir [18].

2.4 RFM Modelinin Lojistik Metriklerle Genisletilmesi (RFM-L Modeli)

Geleneksel RFM analizi, pazarlama perspektifinden giiclii bir segmentasyon sunsa da,
operasyonel aksakliklarin miisteri kayb1 (churn) tizerindeki etkisini agiklamakta yetersiz
kalmaktadir. Bu eksikligi gidermek adina literatiirde, standart RFM boyutlarina sektorel
degiskenlerin eklendigi "Genisletilmis RFM Modelleri" gelistirilmektedir [19]. Bu
calismada, lojistik performansin miisteri davranisina etkisini 6lgmek amaciyla literatiire
onerilen "RFM-L" (Logistics) yaklagimi benimsenmistir.

Modelin "L" bileseni, "Sevkiyat Gecikmesi" (Shipping Delay) degiskeni ile temsil
edilmektedir. Bu degisken, gerceklesen teslimat siiresinden planlanan siirenin
c¢ikarilmasiyla elde edilen "sapma degerini" ifade eder. Bu genisletmenin teorik
dayanagi, lojistik hizmet kalitesinin miisteri sadakati iizerindeki dolayl etkisidir:
Yiiksek harcama kapasitesine (Monetary) ve aligveris sikligina (Frequency) sahip bir



miisterinin, siirekli yasanan lojistik gecikmeler nedeniyle markadan uzaklagma riski
(churn risk) literatiirde vurgulanmaktadir [20]. RFM-L modeli sayesinde, sadece
finansal getirisi yiiksek olanlar degil, ayn1 zamanda operasyonel siire¢lerde magduriyet
yasayan "hassas" miisteri gruplar1 da tespit edilebilmektedir. Bu yaklasim, CRM
stratejilerini lojistik miitkemmellik ile birlestirerek daha kapsayict bir miisteri yonetim
modeli sunmaktadir [21].



3. MAKINE OGRENMESi VE KUMELEME ALGORITMALARI

Veri bilimi ve yapay zeka teknolojilerindeki paradigma degisimi, isletmelerin sahip
oldugu biiyiik 6l¢ekli ve karmagik veri yiginlarindan stratejik deger tagiyan bilgilerin
¢ikarilmasini miimkiin kilmistir [22]. Geleneksel istatistiksel yontemlerin, degisken
sayisinin arttig1 ve veriler arasindaki dogrusal olmayan iligkilerin karmagsiklastig
durumlarda yetersiz kalmasi, makine 6grenmesi algoritmalarina olan ihtiyaci
dogurmustur [23]. Makine 6grenmesi; agik¢a programlanmaya gerek duyulmaksizin,
veriden otomatik olarak 6grenen, deneyim yoluyla performansini gelistiren ve belirli
gorevleri yerine getirmek i¢in matematiksel modeller inga eden sistemlerin genel adidir
[24]. Bu calisma kapsaminda tercih edilen algoritmalar, miisteri davranis Oriintiilerini ve
lojistik performans metriklerini ¢ok boyutlu bir diizlemde analiz ederek, verinin kendi
icindeki dogal hiyerarsisini ve gruplandirmalarini insan miidahalesi olmaksizin ortaya
cikarmay1 hedeflemektedir.

Bu boliimde, ¢alismanin metodolojik omurgasini olusturan denetimsiz 6grenme disiplini
iizerinde durulacaktir. ilk olarak, veri setindeki értiik yapilarin kesfedilmesinde
kullanilan kiimeleme (clustering) teorisi ele alinacaktir. Ardindan, ¢alismanin ana analiz
motoru olan K-Means algoritmasi, bu algoritmanin optimizasyon siiregleri ve
dogrulama amaciyla basvurulan hiyerarsik kiimeleme yontemleri detaylandirilacaktir.
Ayrica, ¢ok boyutlu veri setlerinin (RFM-L gibi) anlamlandirilmasi ve
gorsellestirilmesinde kritik bir 6neme sahip olan boyut indirgeme tekniklerinden Temel
Bilesenler Analizi’nin (Principal Component Analysis - PCA) kuramsal gercevesi
sunulacaktir. Bu teorik zemin, uygulama safhasinda elde edilen sonuclarin bilimsel
gecerliligini ve yorumlanabilirligini destekleyen bir dayanak olusturacaktir [25].

3.1 Denetimsiz Ogrenme (Unsupervised Learning) Kavrami

Makine Ogrenmesi literatlirli, 6grenme bigimlerine gore genellikle {i¢ ana disipline
ayrilmaktadir: denetimli (supervised), denetimsiz (unsupervised) ve pekistirmeli
(reinforcement) 0grenme [26]. Denetimsiz 6grenme; veri setinde dnceden tanimlanmig
siif etiketlerinin (labels) veya hedef ¢ikt1 degerlerinin bulunmadigi senaryolarda, verinin
karakteristik 0Ozelliklerini, benzerliklerini ve gizli kaliplarin1 kesfetmek amaciyla
kullanilan bir yontemdir [27]. Denetimli 6§renmenin aksine, burada bir "0gretici" veya
"dogru cevap anahtar1" bulunmaz; algoritma, girdi verilerinin 6znitelik uzayindaki
(feature space) dagilimlarini inceleyerek kendi kendine yapisal bir diizen olusturur [28].

Miisteri segmentasyonu ve pazar analizi ¢aligmalari, denetimsiz §grenmenin akademik
ve endiistriyel alandaki en koklii uygulama alanlarindan biridir [29]. Isletmelerin sahip
oldugu ham islem kayitlarinda, hangi miisterinin hangi stratejik kategoriye (6rnegin;
"sadik", "riskli" veya "potansiyeli yiiksek") ait oldugu bilgisi Onsel olarak mevcut
degildir. Denetimsiz 6grenme algoritmalari, bu ¢alismada temel alinan RFM (Recency,
Frequency, Monetary) ve lojistik (L) metrikleri arasindaki karmasik matematiksel
iliskileri ve mesafeleri hesaplayarak, benzer davranigsal profil sergileyen gozlemleri ayni
kiimeye dahil eder [30]. Bu siireg, sadece verinin 6zetlenmesini saglamakla kalmaz, ayni
zamanda yliksek boyutlu ve giiriiltiilii verilerin stratejik karar destek mekanizmalarina
dontistiiriilmesini saglayan bir kesifsel veri analizi siireci islevi goriir [31].



3.2 K-Means Kiimeleme Algoritmasi

Gozetimsiz 6grenme (unsupervised learning) teknikleri arasinda en yaygin kullanilan ve
literatiirde en koklii gegmise sahip yontemlerden biri K-Means kiimeleme
algoritmasidir. Ilk olarak 1967 yilinda James MacQueen tarafindan &nerilen bu
algoritma, veri setindeki benzer 6zelliklere sahip gozlemleri birbirinden ayirt ederek
belirli sayida gruba (kiimeye) ayirmay1 hedefler [32]. Temel felsefesi, veri noktalari ile
bagli bulunduklar kiime merkezleri (centroid) arasindaki varyanst minimize etmektir.
K-Means, biiyiik veri setlerinde bile hesaplama maliyetinin diisiik olmas1 ve uygulama
kolaylig1 nedeniyle biyoinformatikten pazarlamaya, goriintii islemeden anomali
tespitine kadar genis bir yelpazede tercih edilmektedir [5]. Algoritmanin temel amaci,
veri seti igerisindeki her bir x; gdzlemini, en yakin merkez noktasina sahip olan S =
{51,57,...,Sk} kiimelerinden birine dahil ederek toplam kiime i¢i kareler toplamini en
aza indirmektir.

3.2.1 Algoritmamin Calisma Prensibi

K-Means algoritmasi, iteratif (tekrarlayan) bir mantikla ¢alisan, "boliimleyici"
(partitioning) tabanli bir algoritmadir. Siire¢, kullanici tarafindan 6nceden belirlenen bir
k parametresi (kiime sayisi) ile baslar. Algoritmanin isleyisi genel olarak su dort ana
asamadan olusmaktadir [29] :

1.

2.

Baslatma (Initialization): Veri setinden rastgele k adet nokta secilir ve bu
noktalar baglangi¢ kiime merkezleri (centroidler) olarak tanimlanir.

Atama (Assignment): Veri setindeki her bir gozlem, en yakin kiime merkezine
atanir. Yakinlk 6lgiitii olarak genellikle Oklid mesafesi (Euclidean Distance)
kullamlir. ki nokta (x ve y) arasindaki Oklid mesafesi su formiille hesaplanir
[33]:

d(xy) =

Giincelleme (Updating): Tiim noktalar bir kiimeye atandiktan sonra, her
kiimenin merkezi, o kiimeye ait olan tiim noktalarin aritmetik ortalamas1 alinarak
yeniden hesaplanir. Yeni merkez noktasi (yj), S]- kiimesindeki n; adet noktanin

Hj =LZ X
s

xie S]

ortalamasidir:

Yakinsama (Convergence): Atama ve giincelleme adimlari, kiime merkezleri
artik degismeyene kadar veya onceden belirlenen maksimum iterasyon sayisina
ulasilana kadar devam eder.

Algoritma, yerel minimuma takilma riskine sahip olsa da, farkli baglangi¢ noktalariyla
(K-Means++ gibi yontemlerle) bu sorunun oniine gegilebilmektedir [34]. Algoritmanin



nihai basarisi, kiimelerin kendi icindeki homojenliginin yiiksek, kiimeler arasi
heterojenligin ise maksimum olmasina baglidir.

3.2.2 Optimizasyon: Dirsek (Elbow) Yontemi ve WCSS

K-Means algoritmasinin en kritik dezavantajlarindan biri, kiime sayis1 olan k degerinin
kullanic1 tarafindan digsal olarak belirlenmesinin gerekliligidir. Yanlis bir k se¢imi,
verinin dogal yapisinin yanlis yorumlanmasina yol acabilir. Bu karmagiklig1 ¢c6zmek ve
optimal kiime sayisin1 matematiksel bir temele oturtmak i¢in literatiirde en sik bagvurulan
yontem "Dirsek Yontemi" (Elbow Method) ve bu yontemin temelini olugturan WCSS
(Within-Cluster Sum of Squares) degeridir [35].

WCSS (Kiime i¢i Kareler Toplami): WCSS, her bir veri noktasinin kendi kiime
merkezine olan uzakliklarinin karelerinin toplamidir. Matematiksel olarak su sekilde
ifade edilir:

: 2
wess= 3 Y -
j:1 Xl'GS]‘

Burada k kiime sayisini, x; veri noktasini ve y;ise j. kiimenin merkezini temsil eder.

WCSS degeri, kiimelemenin ne kadar "siki" veya "yogun" oldugunu gosteren bir
performans metrigidir. Kiime sayisi arttik¢a, noktalar merkezlere daha yakin olacagi igin
WCSS degeri dogal olarak azalir. k sayis1 veri sayisina esit oldugunda WCSS sifira iner;
ancak bu durum modelin genelleme yetenegini yok eder (overfitting) [36].

Dirsek (Elbow) Yontemi: Optimal k degerini bulmak i¢in, farkli k degerlerine (6rnegin
I'den 10'a kadar) karsilik gelen WCSS degerleri hesaplanir ve bir grafik iizerinde
gorsellestirilir. Grafik incelendiginde, WCSS degerindeki diisiisiin en keskin oldugu
noktadan sonra egilimin yavasladigi ve grafigin bir "dirsek" sekli olusturdugu goriiliir
[8]. Bu kirilma noktasi (inflection point), verideki varyansin agiklanmasi ile kiime sayisi
arasindaki en ideal dengeyi temsil eder. Bu noktadan sonra kiime sayisini artirmak,
WCSS degerinde anlamli bir iyilesme saglamaz; bu nedenle dirsek noktasindaki k degeri,
veri seti i¢in en uygun kiime sayis1 olarak kabul edilir [37].



3.3 Hiyerarsik Kiimeleme (Agglomerative Clustering)

Hiyerarsik kiimeleme, veri noktalar1 arasinda bir hiyerarsi olusturarak gruplandirma
yapan ve sonuclar1 genellikle bir agac¢ yapisi (dendrogram) ile sunan bir denetimsiz
o0grenme yontemidir. K-Means algoritmasindan farkli olarak, bu yontemde baslangicta
kiime sayisinin (k) belirlenmesine gerek duyulmaz; bunun yerine veri noktalarinin
birbirine olan yakinliklar1 iizerinden kademeli bir birlestirme veya bolme islemi
gergeklestirilir [25]. Literatliirde hiyerarsik kiimeleme iki temel yaklasima ayrilir:
"Timevarimct" (Agglomerative) ve "Tliimdengelimci" (Divisive). Bu ¢aligmada en sik
kullanilan yontem olan ve asagidan yukariya dogru calisan Birlestirici
(Agglomerative) yaklagim temel alinmastir.

Calisma Mekanizmasi: Birlestirici hiyerarsik kiimeleme siireci su adimlart izler [38]:
Baslangicta her bir veri noktas1 tek basina bagimsiz bir kiime olarak kabul edilir.
Birbirine en yakin olan (en yliksek benzerlige sahip) iki kiime belirlenir ve birlestirilir.

Bu islem, tiim veri noktalar1 tek bir biiylik kiimede toplanana kadar iteratif olarak devam
eder.

Baglanti Yontemleri (Linkage Methods): Kiimeler arasindaki mesafenin nasil
hesaplanacagi, algoritmanin sonuglarini dogrudan etkiler. Literatiirde kabul gérmiis
temel baglant1 yontemleri sunlardir [39]:

Single Linkage: Iki kiime arasindaki mesafeyi, kiimelerdeki birbirine en yakin noktalar
arasindaki mesafe olarak tanimlar.

Complete Linkage: Iki kiime arasindaki mesafeyi, kiimelerdeki birbirine en uzak noktalar
arasindaki mesafe olarak alir.

Average Linkage: Tiim noktalar arasindaki mesafelerin ortalamasini hesaplar.

Ward’s Method: Birlestirme islemi sonucunda olusacak kiime i¢i varyans artigini
minimize etmeyi hedefler. Bu yontem, genellikle daha homojen ve dengeli kiimeler
olusturdugu i¢in tercih edilmektedir [40].

Dendrogram ve Karar Siireci: Hiyerarsik kiimelemenin en biiyiik avantaji,
"Dendrogram" ad1 verilen gorsellestirme aracidir. Dendrogram, verilerin hangi asamada
ve hangi mesafe esiginde birlestigini gosteren bir diyagramdir. Arastirmaci, dendrogram
tizerindeki dikey cizgilerin uzunluklarini inceleyerek verinin dogal yapisina en uygun
kiime sayisina karar verebilir [41]. Ancak, bu yontemin hesaplama karmasikligi
O(n?) veya O(n%) oldugu icin ¢ok biiyiik veri setlerinde K-Means'e gore daha yavas
caligmaktadir [42].



3.4 Boyut indirgeme: Temel Bilesenler Analizi (PCA)

Modern veri setleri, 6zellikle RFM ve lojistik metrikler gibi ¢ok sayida degisken
icerdiginde "Boyutun Laneti" (Curse of Dimensionality) olarak bilinen sorunla
karsilagilmaktadir. Degisken sayisi1 arttikga verinin gorsellestirilmesi zorlasmakta ve
modellerin hesaplama maliyeti artmaktadir. Temel Bilesenler Analizi (Principal
Component Analysis - PCA), verideki bilgi kaybin1 minimumda tutarak degisken sayisini
azaltan ve literatiirde en yaygin kullamlan boyut indirgeme teknigidir [43]. Ik olarak
Karl Pearson (1901) tarafindan onerilen bu yontem, verideki varyansi (bilgiyi) en iyi
temsil eden yeni ve birbirine dik (orthogonal) degiskenler tiiretir.

Matematiksel Siirec: PCA’nin isleyisi su temel asamalardan olusur [44]:

1. Standartlastirma: Farkli 6l¢ceklerdeki degiskenlerin (6rnegin; para birimi
ve giin sayis1) analize esit etkide bulunmasi i¢in veriler standart normal
dagilima (z — score) dontistiiriiliir.

2. Kovaryans Matrisi Hesaplama: Degiskenlerin birbirleriyle olan
iligkilerini anlamak i¢in kovaryans matrisi olusturulur.

3. Ozdeger ve Ozvektor Hesabi: Matris iizerinden dzdegerler (eigenvalues)
ve O0zvektorler (eigenvectors) hesaplanarak verideki en yiiksek varyansin
hangi yonlerde oldugu belirlenir.

4. Temel Bilesenlerin Secimi: En yiiksek 6zdegere sahip olan ilk n bilesen
secilir. "PC1" (Birinci Temel Bilesen) verideki en biiyiik varyansi agiklar,
"PC2" ise PCl1 ile iliskisiz (dik) olup kalan varyansin en biiyiik kismini
aciklar [45].

Analizdeki Rolii: PCA, sadece boyut indirgemekle kalmaz, ayn1 zamanda veri setindeki
coklu dogrusallik (multicollinearity) problemini ortadan kaldirarak kiimeleme
algoritmalarinin performansini artirir [46]. Ozellikle RFM-L modelinde oldugu gibi
birbiriyle iliskili olabilecek (6rnegin siklik ve parasal deger) degiskenlerin etkisini
dengelemek ve kiimeleri 2 boyutlu veya 3 boyutlu diizlemde gorsellestirebilmek ic¢in
kritik bir 6neme sahiptir [47]. "Scree Plot" adi verilen grafikler araciligiyla, toplam
varyansin ne kadarmin korunacagi ve kag bilesenle temsil edilecegi bilimsel bir temel
izerinde belirlenir [48].



4. VERI ON ISLEME VE METODOLOJI

Veri madenciligi ve makine 6grenmesi projelerinde elde edilecek sonuglarin dogrulugu,
biiyiik 6l¢iide kullanilan verinin kalitesine ve hazirlik siireclerinin titizligine baglidir.
Literatiirde "Cop girerse, ¢op ¢ikar" (Garbage In, Garbage Out) olarak bilinen ilke geregi,
ham verilerin temizlenmeden modele dahil edilmesi, algoritmanin giriiltiilii verileri
gercek kaliplar olarak algilamasina ve hatali stratejik kararlar alinmasina yol agmaktadir
[49]. Bu calismada, "DataCo Supply Chain" veri seti iizerinde uygulanan metodolojik
akis; veri temizleme, Oznitelik miihendisligi, aykir1 deger analizi ve standardizasyon
adimlarini kapsamaktadir. Bu siiregte endiistri standardi olan CRISP-DM (Cross-Industry
Standard Process for Data Mining) metodolojisi takip edilmistir [50].

4.1 Veri Temizleme ve Eksik Deger Analizi

Analiz siirecinin ilk asamasi, verinin teknik olarak islenebilir hale getirilmesidir. Veri
seti ylklenirken kullanilan 'TSO-8859-1' kodlamasi, uluslararasi tedarik zinciri
verilerindeki 6zel karakterlerin korunmasini saglamistir. Programatik siiregte hata payini
azaltmak adina, siitun isimlerinde yer alan bosluklar ve 6zel karakterler alt tire ()
sembolii ile degistirilerek standartlagtirilmistir.

Veri temizleme asamasinin en kritik bileseni eksik deger (missing value) yonetimidir.
Veri setinde yapilan incelemeler sonucunda; 'Customer Id', 'Order Item Total' ve
lojistik performans hesaplamalarinin temel girdisi olan 'Days for shipping (real)'
siitunlarinda bazi bos kayitlar oldugu gdzlemlenmistir. Istatistikte eksik veriler igin
ortalama atama (mean imputation) gibi yontemler mevcut olsa da, bu ¢alismada veri
setinin hacminin olduk¢a genis olmasi ve lojistik gibi hassas bir alanda yapay veri
iiretiminin modelin gercekeiligini bozabilecegi diislincesiyle, eksik veri igeren satirlarin
veri setinden tamamen ¢ikarilmasi (listwise deletion) yoluna gidilmistir [51]. Bu
yaklasim, analizin sadece gercek ve dogrulanmis gézlemler iizerinden yliriimesini garanti
altina almistir [52].

4.2 Ozellik Miihendisligi (Feature Engineering)

Ozellik miihendisligi, ham veri setinde bulunan degiskenlerin, makine &grenmesi
modellerinin 6grenme kapasitesini artirmak amaciyla yeni ve anlamli Ozniteliklere
doniistiiriilmesi siirecidir. Ham veriler genellikle dogrudan bir stratejik ¢ikti iiretmez; bu
nedenle verideki gizli oriintiilerin (patterns) algoritma tarafindan yakalanabilmesi i¢in
verinin isletme mantigma gore yeniden yapilandirilmas: gerekir [53]. Bu tez
calismasinda, islem bazli (transactional) veri yapisi, her bir miisterinin davranigsal
profilini temsil eden Ozet tablolara dontstiirilmiistiir.

Bu siirecte ilk adim, verinin zaman boyutunun standartlagtirilmasidir. Miisterinin aligveris
giincelligini (Recency) hesaplayabilmek icin order date degiskeni
Python’un datetime formatina doniistiiriilmiis ve veri setindeki en son islem tarihinden
bir giin sonrasi "referans tarihi" olarak atanmistir. Ardindan, her bir miisteri kimligi
(Customer_Id) baz alinarak; toplam aligveris sikligi (Frequency) ve harcama hacmi
(Monetary) verileri gruplandirilarak finansal metrikler inga edilmistir [54]. Bu metrikler,
miisterinin isletme i¢in yarattigi briit ekonomik degeri temsil ederken, operasyonel
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stireclerin etkisini 6lgmek icin yeterli degildir. Bu noktada ¢alismanin 6zgiin yapisini
olusturan lojistik boyutun insasina gegilmistir.

4.2.1 Lojistik Gecikme (Shipping Delay) Metriginin Tiiretilmesi

Bu ¢alismanin literatiire sundugu en temel 6zgiin katki, geleneksel miisteri segmentasyon
modellerini lojistik bir performans metrigi ile genisleten ""Shipping Delay" (Sevkiyat
Gecikmesi) metriginin tiiretilmesidir. Tedarik zinciri yOnetiminde hizmet kalitesi,
tirtiniin fiziksel ozelliklerinden ziyade, teslimat siirecindeki gilivenilirlik ve vaat edilen
tarithe sadakat ile Olglilmektedir [55]. Miisterinin marka bagliligi, {iriiniin hiz1 kadar,
isletmenin verdigi teslimat sdzilinii ne dl¢iide tuttuguna baghdir.

Bu dogrultuda, her bir miisterinin maruz kaldig1 operasyonel performans, veri
setindeki Days_for shipping (real) (Gergeklesen Gonderim Stiresi)
ve Days_for shipment (scheduled) (Planlanan ~ Gonderim  Siiresi)  degiskenleri
kullanilarak su matematiksel mode;l ile insa edilmistir:

Shipping_Delay; = %Z (Gergeklesen Stire; j— Planlanan Stire; ;)
j=1
Burada i miisteriyi, 7 ise o miisterinin toplam siparis sayisini temsil etmektedir. Bu
metrigin tliretilmesiyle elde edilen stratejik avantajlar sunlardir [1]:

1. Operasyonel Magduriyetin Sayisallastirilmasi: Pozitif bir gecikme degeri,
miisterinin planlanandan daha gec¢ bir teslimat alarak operasyonel bir aksakliga
maruz kaldigin1 gosterir. Literatiir, lojistik gecikmelerin miisteri terk etme (churn)
oranlarmi dogrudan artirdigin1 vurgulamaktadir [56].

2. Lojistik Verimlilik Ol¢iimii: Negatif degerler, isletmenin lojistik aginin vaat
edilenden daha hizli calistigini ve miisteri tatmininin operasyonel olarak
maksimize edildigini kanitlar.

3. Biitiinsel Segmentasyon (RFM-L): Bu metrigin RFM modeline entegre
edilmesiyle, sadece "¢ok para harcayan" miisteriler degil, aynt zamanda
"operasyonel olarak ithmal edilen" yiiksek degerli miisteriler de tespit edilebilir
hale gelmistir. Bu durum, lojistik yoneticileri i¢in dogrudan bir karar destek
mekanizmasi olusturmaktadir [23].

4.3 Aykir1 Deger Analizi (Interquartile Range- IQR Yontemi)

Makine 68renmesi algoritmalari, 6zellikle mesafe tabanli ¢alisan ve kiime merkezlerini
(centroid) aritmetik ortalamaya gore belirleyen K-Means algoritmasi, veri setindeki
aykir1 degerlere (outliers) karst son derece duyarlidir. Aykir1 degerler, kiime
merkezlerinin konumunu saptirarak segmentlerin gercek sinirlarini bulaniklastirmakta
ve modelin genelleme yetenegini diisiirmektedir [57]. Bu nedenle, bilimsel bir
segmentasyon sonucu elde edebilmek i¢in verinin u¢ degerlerden arindirilmasi
zorunludur.

Bu calismada, aykir1 degerlerin tespiti i¢in istatistik literatiiriinde en yaygin ve giivenilir
yontemlerden biri olan Interquartile Range (IQR) teknigi kullanilmistir. Ancak, veri
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setindeki anlamli u¢ durumlar1 (6rnegin isletme i¢in hayati 6neme sahip VIP miisterileri)
tamamen kaybetmemek adma standart %25-%75 araligi yerine daha kapsayicit bir
yaklagim olan %5 (Q1) ve %95 (Q3) dilimleri tercih edilmistir [58]. Aykir1 deger tespiti
su esik degerlerine gore gergeklestirilmistir:

Alt Esik:
Q1-15%x(Q3-Q1)

Q3 + 1.5 % (Q3 - Q1)

Ust Esik:

Hesaplanan bu smirlarin disinda kalan gozlemler, modelin giiriiltiiden armdirilmas: ve
daha kararl1 kiime merkezleri liretmesi amaciyla veri setinden temizlenmistir. Bu temizlik
islemi, 6zellikle "Monetary" ve "Frequency" gibi saga ¢arpik (skewed) dagilim sergileyen
degiskenlerdeki asir1 sapmalar1 dengeleyerek kiimeleme kalitesini (Silhouette skoru gibi)
dogrudan artirmistir [33]. Bu asama sonucunda elde edilen stabilize edilmis veri seti,
algoritmanin daha hizli yakinsamasini ve segmentlerin birbirlerinden daha net
ayrigmasini saglamistir [59].

4.4 Veri Normalizasyonu ve Olceklendirme (StandartScaler)

Makine Ogrenmesi algoritmalarinin basarisi, veri setindeki Ozniteliklerin (features)
matematiksel olarak nasil temsil edildigine dogrudan baghdir. Ozellikle mesafe tabanl
calisgan K-Means ve Hiyerarsik Kiimeleme gibi algoritmalar i¢in veri normalizasyonu,
analizin dogrulugunu belirleyen en kritik 6n hazirlik adimlarindan biridir [60]. Bu
calismada kullanilan RFM-L modelinde yer alan degiskenler (Recency, Frequency,
Monetary ve Shipping Delay), yapilar1 geregi birbirinden ¢ok farkli dlgeklere ve olgii
birimlerine sahiptir. Ornegin, "Monetary' (Parasal Deger) degiskeni binlerce birimlik
genis bir aralikta deger alirken, 'Frequency' (Siklik) veya 'Shipping Delay' (Lojistik
Gecikme) degerleri cok daha dar ve kiiciik sayisal araliklarda seyretmektedir.

K-Means algoritmasi, veri noktalar1 arasindaki benzerligi hesaplamak icin Oklid uzaklig
(Euclidean distance) formiiliinii kullanmaktadir. Eger veriler Olgeklendirilmeden
dogrudan algoritmaya dahil edilirse, sayisal olarak daha biiyiik degerlere sahip olan
'Monetary' gibi degiskenler mesafe hesaplamasini domine edecek ve algoritmanin diger
degiskenleri (gecikme siiresi veya alisveris siklig1 gibi) ihmal etmesine neden olacaktir
[33]. Bu durum, kiimeleme sonuglarinin yanli (biased) ¢ikmasina ve stratejik olarak hatali
segmentlerin olusmasina yol agar. Literatiirde "Boyutlarin Esit Agirliklandirilmasi”
olarak bilinen bu sorunu gidermek amaciyla, c¢alismada Python’un Scikit-
learn kiitiiphanesi igerisinde yer alan StandardScaler (Z-skoru Normalizasyonu)
yontemi tercih edilmistir [61].

StandardScaler yontemi, her bir degiskenin dagilimini ortalamasi 0 ve standart sapmast
1 olacak sekilde doniistiirtir. Bu islem su matematiksel formiil araciliiyla
gerceklestirilmektedir [62]:

Burada;
x: Gozlemlenen ham veri degerini,
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u: Degiskenin aritmetik ortalamasini,

o: Degiskenin standart sapmasini,

z: Olgeklendirilmis (standartlastirilmis) yeni degeri temsil etmektedir.

Bu doniisiim sayesinde, 'giin' cinsinden hesaplanan lojistik gecikme ile 'para birimi'
cinsinden hesaplanan harcama tutari, matematiksel olarak aym diizleme
(unitless/birimsiz) ¢ekilmistir [29]. Normalizasyon islemi sonucunda, algoritma her bir
Oznitelige esit derecede hassasiyet gostermekte, bdylece segmentasyonun sadece tek bir
degiskenin biiyiikliigline gore degil, tim RFM-L metriklerinin ortak varyansina gore
yapilmasi saglanmaktadir. Bu adim, modelin kararliligin1 (stability) artirmis ve daha
sonraki agamalarda hesaplanacak olan Silhouette skoru gibi performans metriklerinin
daha saglikli sonuglar vermesine zemin hazirlamistir [63].
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5. UYGULAMA VE ANALIZ BULGULARI

Uygulama ve analiz bulgulari bdliimii, tezin kuramsal cergevesini ve metodolojik
hazirliklarimi ampirik bir diizleme tasiyan, calismanin en kritik asamasmni temsil
etmektedir. Bu boliimde, lojistik siire¢lerin miisteri davranislar1 {izerindeki etkisini
O0lcmek amaciyla gelistirilen genisletilmis RFM-L modeli, "DataCo Supply Chain" veri
seti lizerinde test edilerek somut sonucglara doniistiiriilmiistiir. Veri madenciligi ve is
analitigi literatiirii, elde edilen bulgularin sadece ham sayisal veriler olarak sunulmasinin
Otesinde, bu verilerin igletme yonetimi i¢in stratejik bir anlam haritasina ve karar destek
mekanizmasina doniistiiriilmesinin gerekliligini vurgulamaktadir [33].

Analiz stireci, yliksek boyutlu ve karmasik veri yapisini anlamlandirarak yonetilebilir,
homojen ve aksiyon alinabilir miisteri segmentleri olusturmayi1 hedeflemektedir. Bu
dogrultuda, ¢alismanin bu kisminda ilk olarak kiimeleme analizinin temel yap1 tas1 olan
ve modelin basarisini  dogrudan etkileyen optimum kiime sayisi (k) tayini
gerceklestirilmistir. Ardindan, K-Means algoritmas1 calistirilarak elde edilen
segmentasyon sonuglari; Silhouette skoru, Davies-Bouldin endeksi ve Calinski-Harabasz
indeksi gibi uluslararasi literatiirde kabul gérmiis matematiksel performans metrikleri ile
titizlikle dogrulanmistir [64]. Kiimeleme sonuglariin objektifligini, yogunlugunu ve
ayrigtiriciligini test eden bu validasyon asamasi, modelin bilimsel gecerliligi ve
genellenebilirligi acisindan hayati bir fonksiyon icra etmektedir.

Boliimiin ilerleyen kisimlarinda, dort boyutlu (Recency, Frequency, Monetary, Shipping
Delay) 6znitelik uzaymin matematiksel olarak indirgenerek gorsellestirilmesi amaciyla
uygulanan Temel Bilesenler Analizi (PCA) sonuglarina yer verilmistir. Bu
gorsellestirme ¢alismalari, segmentler arasindaki teorik sinirlarin ve matematiksel
uzakliklarin fiziksel dagilim grafikleri tizerinde nasil sekillendigini somut bir sekilde
ortaya koymaktadir [65]. Son olarak, elde edilen her bir miisteri segmenti, lojistik
performans ¢iktilar1 ve finansal deger metrikleri ekseninde derinlemesine analiz
edilmistir. Bu analizler; igletmelerin miisteri sadakatini korumak, lojistik maliyetleri
optimize etmek ve operasyonel verimliligi saglamak adina izleyebilecegi stratejik yol
haritalariin bilimsel zeminini olusturmaktadir [66].

5.1 Optimum Kiime Sayisinin Belirlenmesi

Boliim 3.2.2°de teorik esaslari agiklanan Dirsek Yontemi (Elbow Method), ¢alismanin
bu asamasinda DataCo Supply Chain veri setinden tiiretilen RFM-L metriklerine
uygulanmistir. Kiimeleme analizinin basarisi, verideki varyansi en iyi temsil eden
k degerinin se¢imine baglidir. Bu amagla, k = 1’den k = 10’a kadar olan tim kiime
olasiliklar1 icin WCSS (Kiime I¢i Kareler Toplami) degerleri hesaplanmis ve Sekil
5.1’deki grafik elde edilmistir.

Sekil 5.1 incelendiginde, kiime sayis1 arttikga WCSS degerindeki diistisiin beklendigi
lizere devam ettigi goriilmektedir. Ancak, k =4 noktasina gelindiginde grafikte belirgin
bir kirtlma (dirsek olusumu) meydana gelmistir. Bu noktadan sonra kiime sayisinm
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artirmanin - WCSS  degerinde yarattigi iyilesme marjinallesmekte ve modelin
karmasikligin1 gereksiz yere artirmaktadir [67]. Literatiirde, bu tiir kirilma noktalar
verinin dogal gruplandirma yapisini yansitan en kararli seviye olarak kabul edilmektedir
[37].

Lojistik ve tedarik zinciri verileri dogas1 geregi yliksek varyansli ve giiriiltiilii (noisy) bir
yapiya sahip olabilir. DataCo veri setindeki RFM metriklerine eklenen "Shipping Delay"
(Gecikme) boyutu, kiime ayrimmi daha hassas hale getirmistir. Yapilan testler
sonucunda k = 4 degerinin segilmesi, sadece matematiksel bir optimizasyon degil, ayni
zamanda isletme yonetimi agisindan yonetilebilir ve anlamli segmentlerin olugmasi igin
stratejik bir tercihtir [68]. Cok diisik bir kiime sayist (k =2 veyak =3) lojistik
performansi kotii olan miisterileri yiiksek degerli miisterilerle ayn1 grupta toplama riski
tasirken; daha yiiksek bir kiime sayisi (k >5) ise operasyonel strateji gelistirmeyi
giiclestirecek kadar kiiclik ve anlamsiz pargalar olusturmaktadir [36].

Sonug olarak, hem WCSS degerlerindeki degisim orani hem de lojistik performans
gostergelerinin (Shipping Delay) bu kiimeler {izerindeki ayirt edici etkisi gdz Oniine
alinarak, analizlerin devaminda optimum kiime sayisi k =4 olarak sabitlenmistir. Bu
karar, modelin genelleme yetenegini korumakta ve segmentler arasi heterojenligi
maksimize etmektedir [32].

Optimum Kime Sayisi Belirleme (Dirsek Yéntemi)
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Sekil 5.1. Dirsek Metodu Grafigi
5.2 K-Means Modeli Uygulanmasi ve Segmentlerin Belirlenmesi

Veri 6n isleme ve 6zellik mithendisligi asamalarinin ardindan, DataCo Supply Chain veri
seti icerisinde yer alan toplam 20.652 benzersiz miisteri, RFM-L (Recency, Frequency,
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Monetary, Logistics) metrikleri dogrultusunda K-Means algoritmasi ile analiz edilmistir.
20.652 gozlemden olusan bu genis c¢apli popiilasyonun kiimelenmesi siirecinde,
hesaplama verimliligi ve merkezleme kalitesini artirmak amaciyla algoritmanin basglangic
parametreleri optimize edilmistir. Kiimeleme islemi, her bir degiskenin (giin, adet, para
birimi ve gecikme siiresi) model iizerindeki etkisini esitlemek amaciyla
uygulanan StandardScaler islemi sonrasi gergeklestirilmistir [34].

Algoritmanin uygulama asamasinda, her bir miisteri n-boyutlu 6klid uzayinda birer
vektor olarak tamimlanmis ve rastgele baslangic noktalarindan kaynaklanan yerel
optimum problemlerini agmak i¢in "k-means++" metodu kullanilmistir. 20.652
misterinin her biri, merkezi noktaya (centroid) olan karesel uzakliklarin toplaminin
minimize edildigi iteratif siire¢ler sonunda kendisine en yakin kiimeye atanmistir [69].
Bu genis veri setinde k =4 olarak belirlenen kiime yapisi, isletme igerisindeki
operasyonel karmasikligi minimize ederken, miisteri davranislarindaki varyansi en
yiiksek diizeyde aciklama kapasitesine sahiptir [70].

Bu segmentasyon modelinin en ayirt edici o6zelligi, lojistik performans gostergesi
olan "Shipping Delay" (Gecikme Skoru) metriginin, 20.652 miisterinin her biri i¢in
birincil bir ayrigtirict olarak kullanilmasidir. Geleneksel RFM analizleri miisteriyi sadece
finansal bir deger olarak goriirken, bu calismada uygulanan model, miisteriyi lojistik
hizmet kalitesini deneyimleyen bir paydas olarak konumlandirmaktadir [71]. Analiz
sonuglari, yliksek islem hacmine sahip miisterilerin lojistik gecikmelere kars1 gosterdigi
reaksiyonu ve bu gecikmelerin miisteri sadakati (Recency) iizerindeki etkisini nicel
olarak ortaya koymustur.

Segmentasyon islemi tamamlandiginda, 20.652 miisterinin her biri i¢in bir "Segment ID"
atamas1 yapilmis ve Sekil 5.2°de sunulan profil tablosu olusturulmustur. Bu tablo, dort
farkli miisteri profilinin tedarik zinciri icerisindeki konumunu 6zetlemektedir. Ozellikle
harcama giicii yiiksek olan gruplar ile lojistik siire¢lerden olumsuz etkilenen gruplar
arasindaki keskin ayrim, isletmenin kriz yonetimi ve pazarlama biitgesi dagilimi icin
birincil veri kaynagi niteligindedir [72]. Elde edilen bu dortlii yapi, lojistik maliyetlerin
optimizasyonu ve “tam zamaninda teslimat” (Just-in-Time) prensiplerinin miisteri bazli
ozellestirilmesine olanak tanimaktadir [1].

B --- SEGMENT BAZLI ISTATISTIKLER ---

Recency Frequency Monetary Shipping_Delay Misteri Sayisi Misteri Yizdesi (%)
Segment
0 543.88 74 1526.38 3738 18.10
53 6862 33.23

86.67 .05 427.9 . 5797 .07

.07 440 .6 - 4255

8.
.26 18.5

2

2

o
39.73

Sekil 5.2. Segment Bazli Istatistikler

Sekil 5.2 incelendiginde, 20.652 miisterinin homojen olmayan bir dagilim sergiledigi ve
lojistik gecikme (Shipping Delay) degerlerinin segmentler arasinda -0.80 ile 1.60 arasinda
dramatik bir salinim gosterdigi goriilmektedir. Bu bulgular, lojistik performansin sadece
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operasyonel bir ¢iktt degil, aym1 zamanda miisteri segmantasyonunu dogrudan
sekillendiren stratejik bir degisken oldugunu kanitlamaktadir.

5.3 Model Performans Degerlendirmesi (Validasyon)

Makine Ogrenmesi literatiiriinde denetimsiz O08renme (unsupervised learning)
algoritmalarinin basarisint 6lgmek, denetimli 6grenmede kullanilan “hata matrisi”
(confusion matrix) veya “dogruluk™ (accuracy) gibi somut etiketlere dayali metriklerin
eksikligi nedeniyle olduk¢a karmasik bir siirectir. 20.652 miisteriden olusan ve lojistik
gecikme (delay) gibi yiiksek varyansli bir metrigi de igceren bu ¢alismada, kurulan K-
Means modelinin kiimele kalitesini degerlendirmek amaciyla “i¢sel validasyon” (internal
validation) yontemlerine bagvurulmustur. Bu yontemler, modelin verideki dogal kiimeleri
ne kadar kompakt bir sekilde bir araya getirdigini ve bu kiimeler arasindaki sinirlarin ne
kadar belirgin oldugunu sayisal olarak ortaya koymaktadir [73]. Analiz siirecinde
hesaplanan validasyon skorlar1 ve algoritma karsilastirma verileri Sekil 5.3’te detayh
olarak sunulmustur.

Silhouette Score (Netlik): 0.4025

Davies-Bouldin Index (Ayrisma): 0.9308

M --- MODEL GUVEN (VALIDATION) DEGERLERI ---
s
2.
3

3. Calinski-Harabasz Index: 14484.3487

# Karsilastirma: Hierarchical Clustering Silhouette Skoru: 0.3561

Sekil 5.3. Model Giiven Degerleri
5.3.1 Silhoutte Skoru

Silhouette skoru, kiimeleme analizinde en yaygin kullanilan ve yorumlanmasi en giiclii
olan performans gostergesidir. Bir veri noktasinin kendi kiimesine olan benzerligini
(cohesion) ile en yakin komsu kiimeye olan uzakligini (separation) kiyaslayan bu metrik,
-1 ile +1 arasinda bir deger liretmektedir [74]. Teorik olarak +1'e yaklasan degerler
kusursuz bir kiimelemeyi, 0 civart degerler kiimelerin i¢ i¢e gectigini, negatif degerler ise
verilerin yanlis kiimelendigini temsil etmektedir.

Yapilan analizler sonucunda, 20.652 miisterinin RFM-L parametreleri lizerinden elde
edilen Silhouette skoru 0,4025 olarak hesaplanmistir. Akademik literatiirde ve veri bilimi
uygulamalarinda, 6zellikle lojistik, perakende ve tedarik zinciri gibi giiriiltiilii (noisy) ve
yiiksek boyutlu veri setlerinde 0,40 {izerindeki skorlar, veride "makul diizeyde gii¢lii bir
yapisal bitlinliikk" (reasonable structure) oldugunu dogrulamaktadir [75]. Bu deger,
miisterilerin sadece finansal islem hacimlerine gore degil, ayn1 zamanda lojistik servis
kalitesi deneyimlerine gore de birbirinden matematiksel olarak ayristirilabildigini
kanitlamaktadir.

Modelin dogrulugunu pekistirmek adina gerceklestirilen algoritma karsilastirmasinda,
Hiyerarsik Kiimeleme (Agglomerative Clustering) yonteminin 0,3561 Silhouette puani
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aldig1 goriilmistiir. K-Means algoritmasinin hiyerarsik yaklagima gore %13 daha yiiksek
bir skor liretmesi, 20.652 birimlik genis 6rneklem uzayinda merkez tabanli (centroid-
based) yaklagimlarin verideki dairesel kiime yapilarin1 yakalamada daha {istiin oldugunu
bilimsel olarak ispatlamaktadir [38]. Bu durum, secilen metodolojinin veri setinin
karakteristigi ile tam uyum sagladigin1 gostermektedir.

5.3.2 Davies- Bouldin ve Calinski- Harabsz indeksleri

Kiimeler arasi ayrisma kalitesini ve segmentlerin kendi i¢indeki yogunlugunu
(homojenligini) dogrulamak amaciyla ikinci asamada Davies-Bouldin (DB) ve Calinski-
Harabasz (CH) indeksleri analiz edilmistir. Davies-Bouldin indeksi, kiimelerin kendi
icindeki sagilimi ile kiimeler arast merkez uzakliklarini oranlayan bir metriktir. Bu
indeksin diisiik olmasi (tercihen 1,0 degerinin alt1), kiimelerin kompakt bir yapida
oldugunu ve her bir segmentin digerlerinden yeterli uzaklikta konumlandigini
simgelemektedir [76].

Analiz sonucunda hesaplanan 0,9308 DB degeri, kurulan modelin 20.652 miisteriyi
birbirinden bagimsiz, benzersiz ve operasyonel olarak tanimlanabilir dort ana gruba
basartyla ayirdiginmi ispatlamaktadir. Bu diisiik indeks degeri, lojistik gecikme (delay)
metriginin segmentler arasinda bir "Ortlisme" (overlap) yaratmadigini, aksine miisterileri
gruplandirmada keskin bir ayirt edici rol oynadigin1 dogrulamaktadir [77].

Bir diger 6nemli validasyon 6lg¢iitii olan Calinski-Harabasz (CH) indeksi, ayn1 zamanda
"Varyans Orani Kriteri" olarak da tanimlanmaktadir. CH indeksi, kiimeler aras1 varyansin
kiime i¢i varyansa oranini temel alir; dolayisiyla degerin yiiksekligi, modelin verideki
toplam degiskenligi acgiklama giliciinii temsil eder [78]. Kurulan modelde elde
edilen 14484,3487 gibi olduk¢a yiiksek bir CH degeri, veri setindeki toplam varyansin
bliyiik bir kisminin olusturulan 4 segment tarafindan basariyla agiklandigini ortaya
koymaktadir.

Bu yiiksek katsayi, 6zellikle tedarik zinciri yoneticileri i¢in gelistirilecek olan stratejik
kararlarin (B6lim 5.5) tesadiifi gozlemlere degil, verinin %95+ giiven araligindaki
dagilimini temsil eden saglam bir matematiksel yapiya dayandigini kanitlamaktadir [79].
Sonug olarak, hem Silhouette skoru hem de DB ve CH indeksleri, 20.652 miisterinin
RFM-L modellemesinde kullanilan k = 4 yapisinin, verinin dogal karakteristigini en
yiiksek hassasiyetle yansitan optimum modelleme oldugunu bilimsel olarak
dogrulamaktadir.

5.4 PCA ile Segmentlerin Gorsellestirilmesi

Boliim 5.3°te sunulan matematiksel validasyon metrikleri, kurulan kiimeleme modelinin
istatistiksel olarak giivenilir oldugunu kanitlamistir. Ancak, RFM-L modelinde kullanilan
dort ana degiskenin (Recency, Frequency, Monetary, Shipping Delay) olusturdugu dort
boyutlu hiper-uzay1 insan zihninin dogrudan algilamasi miimkiin degildir. Bu nedenle,
20.652 miisterinin olusturdugu karmasik veri yapisini ve segmentlerin birbirlerine gore
konumlarim iki boyutlu bir diizlemde gozlemleyebilmek amaciyla, Boliim 3.4’te teorik
temelleri agiklanan Temel Bilesenler Analizi (Principal Component Analysis - PCA)
uygulanmistir [65].
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PCA algoritmasi, orijinal veri setindeki varyansin (bilginin) en biiyilik kismin1 koruyarak,
dort boyutlu veriyi dogrusal kombinasyonlar yoluyla "PCAI1" ve "PCA2" olarak
adlandirilan iki ana bilesene indirgemistir. Bu doniisiim siireci, verideki giiriiltiiyii (noise)
azaltirken, segmentler arasindaki temel karakteristik farklarin goérsel olarak
belirginlesmesini saglamaktadir [45]. Elde edilen 20.652 miisteri verisinin iki boyutlu
uzaydaki dagilimi ve K-Means algoritmasi tarafindan atanan segmentlerin gorsel iz
distimii Sekil 5.4’te sunulmustur.

Musteri Segmentasyonu (K-Means k=4) - PCA Gorinimu

Segmentler
® 0
[ ]
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Sekil 5.4. PCA ile Miisteri Segmentasyonu Gosterimi

Sekil 5.4 incelendiginde, PCA diizlemindeki her bir noktanin 20.652 miisteriden birini
temsil ettigi goriilmektedir. Renklerle ayristirilan dort farkli segmentin, PCA uzayinda
belirli alanlarda yogunlastigi ve birbirlerinden makul sinirlar ile ayrildig
gozlemlenmektedir. Ozellikle [grafiginde belirgin olan bir kiimeyi, rnegin Segment 1
veya 2'yi belirterek] grubunun digerlerinden keskin bir sekilde izole olmasi, bu segmentin
RFM-L metriklerinden en az birinde (6rnegin yliksek harcama tutar1 veya asir1 lojistik
gecikme) diger tiim miisterilerden dramatik bir sekilde farklilagtigini kanitlamaktadir
[46].

Gorsellestirme sonuclari, K-Means algoritmasinin merkez tabanli yapisinin veri
noktalarini nasil gruplandirdi§ini acikca ortaya koymaktadir. Bazi sinir bolgelerindeki
noktalarin birbirine yakin konumlanmasi, 20.652 birimlik biiyiik veri setlerinde miisteri
davranislarinin bazen gecgiskenlik gosterebilecegine isaret etse de, kiimelerin genel agirlik
merkezlerinin birbirlerinden uzakligi modelin ayirt edici giiclinii desteklemektedir [80].

Sonug olarak PCA analizi, ¢ok boyutlu lojistik ve finansal verilerin (RFM-L), anlasilabilir
ve yorumlanabilir bir haritaya doniistliriilmesini saglamistir. Sekil 5.4’te ortaya ¢ikan bu
"misteri haritas1", isletme yoneticilerine 20.652 miisteriyi sadece rakamlarla degil,
uzaysal bir dagilim igerisinde gérme imkani1 sunarak, Bolim 5.5’te ele alinacak olan
stratejik segment yorumlari i¢in somut bir temel olusturmaktadir [81].
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5.5 Segment Bazh Stratejik Analiz ve Yorumlar

Boliim 5.2°de elde edilen ve Boliim 5.3°te matematiksel olarak dogrulanan kiimeleme
sonugclari, DataCo Supply Chain veri setindeki 20.652 miisterinin homojen olmayan bir
yapida oldugunu kanitlamistir. Bu boliimde, dort farkli miisteri segmentinin RFM-L
(Recency, Frequency, Monetary, Logistics) metrikleri {izerinden nitel ve nicel analizleri
yapilarak, isletmenin tedarik zinciri ve pazarlama stratejilerine yonelik somut Oneriler
gelistirilmistir. Analiz sonuglari, lojistik performansin (Shipping Delay) miisteri baglilig
tizerindeki dogrudan etkisini ortaya koymaktadir.

5.5.1 Sadik Miisteriler ve Lojistik Beklentileri

Analiz sonuglarina gére Segment 1, isletmenin finansal siirdiiriilebilirligi acisindan en
kritk  grubu  temsil  etmektedir. = Ortalama 3350,74  birimlik  harcama
(Monetary) ve 18,53 adetlik siparis sikhig1 (Frequency) ile bu grup, 20.652 miisteri
arasindaki en yliksek degere sahip kitledir. Ancak, bu grubun 240,26 giinliik Recency
(son ahisveristen beri gecen siire) degeri, bu sadik kitlenin "uyku moduna" gectigini
veya rakip firmalara kayma egiliminde oldugunu gostermektedir. Bu gruptaki 0,56’lik
lojistik gecikme skoru, yiliksek degerli miisterilerin lojistik siireclerdeki en ufak
aksamalara karsi bile hassas olduklarini ve bu durumun miisteri terk (churn) riskini
tetikleyebilecegini gostermektedir [55]. Bu segment i¢in "VIP Lojistik Protokolleri"
uygulanmas1 ve dncelikli sevkiyat modellerinin kurgulanmasi stratejik bir zorunluluktur

[1].

Ote yandan Segment 3, -0,80’lik lojistik gecikme skoru ile operasyonel verimliligin en
yuksek oldugu grubu temsil etmektedir. Bu miisteriler, planlanan siireden daha hizl bir
teslimat deneyimi yasamislardir. Her ne kadar su anki harcama tutarlari (440,69) diisiik
olsa da, 89,73 gibi oldukga diisiik bir Recency degerine sahip olmalari, bu grubun igletme
ile yeni etkilesime giren "potansiyel sadik miisteriler" oldugunu kanitlamaktadir. Pozitif
lojistik deneyimin miisteri yasam boyu degerini (CLV) artirdig1 literatiirde sikca
vurgulanmaktadir [82]. Bu segment i¢in hedef, lojistik memnuniyeti koruyarak capraz
satis (cross-selling) stratejileriyle harcama hacmini artirmaktir.

5.5.2 Kaybedilme Riski Olan Degerli Miisteriler (Lojistik Magdurlar)

Bu calismanin en 6zgiin bulgularindan biri, Segment 2 olarak tanimlanan "Lojistik
Magdurlar1" grubudur. Bu segment, 1,60 ile tiim veri setindeki en yiiksek ortalama
gecikme skoruna sahiptir. Recency degerinin 86,67 giin gibi nispeten yeni bir seviyede
olmasi, bu miisterilerin isletmeyi yakin zamanda denediklerini ancak ciddi bir
operasyonel darbogazla karsilagtiklarini ortaya koymaktadir [72].

20.652 miisteri icerisinden bu gruba diisen bireyler, "kritik esikteki miisteriler" olarak
tanimlanabilir. Heniiz 427,96 birimlik diisiik bir harcama yapmis olmalari, yasadiklari
lojistik gecikme nedeniyle bir sonraki siparisi vermekten kagindiklarini géstermektedir.
Literatiirde, ilk sipariglerinde lojistik sorun yasayan miisterilerin markay1 terk etme
olasiliginin, memnun miisterilere gore %70 daha fazla oldugu belirtilmektedir [83]. Bu
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segment i¢in isletmenin acilen "hata telafi" (service recovery) mekanizmalarini devreye
sokmasi, gecikme yasayan bu kitleye 6ziir kuponlar1 veya bir sonraki siparis i¢in iicretsiz
kargo gibi tegvikler sunmasi Onerilmektedir. Segment 2, tedarik zinciri yoneticilerinin
verimsizlikleri en net gorebilecegi "operasyonel ayna" niteligindedir.

5.5.3 Diisiik Degerli ve Verimsiz Gruplar

Segment 0, 543,88 giinliik Recency ortalamasi ile isletmeyi yaklasik 1,5 yil dnce terk
etmis olan "atil" miisteri kitlesini temsil etmektedir. Bu grubun harcama ortalamasi
(1526,38) gecmiste orta Olgekli bir deger trettiklerini gosterse de, mevcut durumda
isletme icin "kaybedilmis" (churned) olarak kabul edilmektedirler [84].

Bu grubun lojistik gecikme skoru (0,55) Segment 1 ile benzerlik gosterse de, ¢ok uzun
stiredir sistemde aktif olmamalar1 nedeniyle bu kitleyi geri kazanma maliyeti (CAC),
getirecegi marjinal faydadan daha yiiksek olabilir. Tedarik zinciri kaynaklarinin (depo
alani, sevkiyat nceligi, stok yonetimi) bu segment yerine Segment 1 ve Segment 2 gibi
potansiyeli yiiksek veya kurtarilmasi gereken gruplara aktarilmasi, operasyonel
verimliligi maksimize edecektir [85]. Segment 0 verileri, isletmenin gegmisteki miisteri
kayiplarinin bir envanteri olarak goriilmeli ve gelecekteki kayiplari1 onlemek i¢in bir ders
niteliginde kullaniimalidir.
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6. SONUCLAR VE ONERILER

Bu caligsma, kiiresel tedarik zinciri yonetiminde miisteri sadakati ile lojistik performans
arasindaki dogrusal olmayan iliskiyi, modern makine 6grenmesi teknikleriyle analiz
etmeyi amaglamistir. DataCo Supply Chain veri setinden elde edilen 20.652 miisterinin
verileri; geleneksel RFM (Recency, Frequency, Monetary) modeline "Shipping Delay"
(Lojistik Gecikme) boyutunun entegre edilmesiyle (RFM-L) incelenmistir. Yapilan
analizler, lojistik siireclerdeki verimliligin sadece operasyonel bir ¢ikt1 olmadigini, ayni
zamanda miisteri segmentasyonunu ve dolayisiyla isletme karliligim1 dogrudan
sekillendiren stratejik bir degisken oldugunu kanitlamistir.

6.1 Elde Edilen Bulgularin Degerlendirilmesi

Gergeklestirilen K-Means kiimeleme analizi sonucunda, 20.652 miisterinin istatistiksel
olarak anlamli dort farkli davranigsal desene (segment) ayrildigi saptanmistir. Modelin
basarist, 0,4025 Silhouette skoru ve yliksek Calinski-Harabasz degerleri ile matematiksel
olarak dogrulanmistir. Elde edilen en ¢arpict bulgu, harcama hacmi en yliksek olan
grubun (Segment 1), ayn1 zamanda son aligveris tarihinden itibaren en uzun siire (240,26
giin) pasif kalan grup olmasidir. Bu durum, finansal degeri en yiiksek olan kitlenin "terk
etme" (churn) riskiyle karsi karsiya oldugunu ve bu riskin lojistik gecikmelerle (0,56
puanlik gecikme) tetiklendigini gostermektedir [70].

Ayrica, 1,60 gibi ekstrem bir gecikme skoruna sahip olan "Lojistik Magdurlar1" (Segment
2) grubunun varlig, isletmenin yeni kazandigr miisterileri daha sadik hale gelemeden
operasyonel hatalar nedeniyle kaybetme tehlikesiyle kars1 karsiya oldugunu kanitlamigtir.
Buna karsin, teslimat siiresi planlanandan daha hizli olan miisterilerin (Segment 3)
markaya olan bagliliklarinin (diisiik Recency) ¢ok daha yiiksek oldugu gozlemlenmistir.
Bu bulgular, literatiirde savunulan "Lojistik Hizmet Kalitesi - Miisteri Sadakati" iliskisini
nicel verilerle desteklemekte ve lojistik performansin miisteri segmantasyonunda bir
"carpan etkisi" yarattigini ortaya koymaktadir [55].

6.2 Tedarik Zinciri Yoneticileri Icin Karar Destek Onerileri

Analizden elde edilen RFM-L tabanli i¢goriiler, tedarik zinciri yoneticileri i¢in su stratejik
karar destek onerilerini sunmaktadir:

1. Dinamik Sevkiyat Onceliklendirme: isletmelerin kisith lojistik kaynaklarini
(depo personeli, arag filosu, hizli kargo secenekleri) tiim miisterilere esit dagitmak
yerine, Segment 1 gibi yliksek degerli ancak kiiskiin gruplara 6nceliklendirmesi
gerekmektedir. "VIP Lojistik Hatt1" kurularak, bu segmentin siparisleri sifir hata
ve sifir gecikme hedefiyle islenmelidir [1].

2. Proaktif Hata Telafisi (Service Recovery): Segment 2 gibi yiiksek gecikme
yasayan "yeni/potansiyel" miisteriler i¢in otomatik bir uyar1 sistemi kurulmalidir.
Gecikme yasandig1 anda miisteriye ulagan 6ziir mesajlar1 veya bir sonraki aligveris
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icin sunulan lojistik tesvikler, miisterinin Segment 0 (kaybedilmisler) grubuna
kaymasini engelleyecektir [106].

Lojistik Odaklh CRM Entegrasyonu: Pazarlama departmanlari, kampanya
kurgularinm1 sadece harcama tutarina gore degil, miisterinin yasadigi lojistik
deneyime gore de kisisellestirmelidir. Lojistik deneyimi pozitif olan (Segment 3)
miisterilere hacim artirict promosyonlar sunulurken; lojistik sorun yasayanlara
"giiven tazeleyici" iletisim stratejileri uygulanmalidir [84].

6.3 Gelecek Calismalar Icin Yonlendirmeler

Bu c¢alisma, makine 6grenmesi ve tedarik zinciri analitiginin kesisiminde 6nemli bir
boslugu doldursa da, gelecekteki aragtirmalar i¢in yeni kapilar aralamaktadir:

Boyut Genisletme: Gelecek calismalarda RFM-L modeline "Uriin Iade Oranlar"
(Returns) veya "Miisteri Hizmetleri Etkilesimi" gibi degiskenler eklenerek
modelin agiklayicilik giicti artirilabilir [72].

Derin Ogrenme ve Tahminleme: Mevcut calismadaki kiimeleme analizi,
miisterilerin mevcut durumunu fotograflamaktadir. Gelecekte LSTM (Long
Short-Term Memory) gibi derin Ogrenme algoritmalar1 kullanilarak, bir
misterinin lojistik bir gecikme sonrasi markayi terk etme olasiligi (Churn
Prediction) zaman serisi bazli tahmin edilebilir [32].

Cografi ve Mevsimsel Analiz: Lojistik gecikmelerin cografi bolgelere ve
kampanya donemlerine (Kara Cuma vb.) gore dagilimi incelenerek, bolge bazl
depo konumlandirma stratejileri gelistirilebilir.

Sonug olarak bu tez, verinin "yeni petrol" oldugu modern is diinyasinda, lojistik
operasyonlarin sadece bir maliyet kalemi degil, veriye dayali yonetildiginde en giiclii
miisteri sadakati enstriimani oldugunu bilimsel olarak ortaya koymustur.

23



KAYNAKCA
[1] Christopher, M. (2016), Logistics & Supply Chain Management, Pearson Higher Ed.

[2] Waller, M. A., & Fawcett, S. E. (2013). "Data science, predictive analytics, and big
data in supply chain management: Current state and future potential". Journal of Business
Logistics, 34(2), 77-84.

[3] Rafele, C., Campisi, D., & Tesoriere, G. (2016). "Customer segmentation in the
logistics sector". International Journal of Business and Management.

[4] Hughes, A. M. (1994). Strategic Database Marketing. Probus Publishing Company.

[5] Jain, A. K. (2010). "Data clustering: 50 years beyond K-means". Pattern Recognition
Letters, 31(8), 651-666.

[6] Constante, F., Silva, A., & Pereira, A. (2019). "DataCo Supply Chain Dataset".
Mendeley Data.

[7] Payne, A., & Frow, P. (2005). "A strategic framework for customer relationship
management". Journal of Marketing, 69(4), 167-176.

[8] Kotler, P., & Keller, K. L. (2016). Marketing Management. Pearson Education.

[9] Reinartz, W., Krafft, M., & Hoyer, W. D. (2004). "The customer relationship
management process: Its measurement and impact on performance". Journal of
Marketing Research, 41(3), 293-305.

[10] Wedel, M., & Kamakura, W. A. (2000). Market Segmentation: Conceptual and
Methodological Foundations. Springer Science & Business Media.

[11] Tsiptsis, K. K., & Chorianopoulos, A. (2011). Data Mining Techniques in CRM:
Inside Customer Segmentation. John Wiley & Sons.

[12] Wei, J. T., Lin, S. Y., & Wu, H. H. (2010). "A review of the application of RFM
model". African Journal of Business Management, 4(19), 4199-4206.

[13] Blattberg, R. C., Kim, B. D., & Neslin, S. A. (2008). Database Marketing: Analyzing
and Managing Customers. Springer Science & Business Media.

[14] Cheng, C. H., & Chen, M. S. (2009). "Classifying the segmentation of customer
value via RFM model and rough set theory". Expert Systems with Applications, 36(2),
4176-4184.

[15] Christy, A. J., et al. (2018). "Customer segmentation based on RFM model using
self-organizing maps". International Journal of Business Information Systems.

[16] Mentzer, J. T., et al. (2001). "Defining supply chain management". Journal of
Business Logistics, 22(2), 1-25.

[17] Parasuraman, A., Zeithaml, V. A., & Berry, L. L. (1988). "SERVQUAL: A multiple-
item scale for measuring consumer perceptions of service quality". Journal of Retailing,
64(1), 12-40.

[18] Arvis, J. F., et al. (2018). "Connecting to Compete: Trade Logistics in the Global
Economy". The World Bank.

[19] Hosseini, M., et al. (2010). "An extraction of purchase patterns from customer loyalty
data using an extended RFM model". International Journal of Information Engineering

24



and Electronic Business.

[20] Esper, T. L., et al. (2008). "Logistics service quality: a measurement resources-based
view". Journal of Business Logistics.

[21] Yu, X., et al. (2011). "A combined LRFM model for customer value analysis in
fitness clubs". Expert Systems with Applications, 38(7), 8182-8191.

[22] Jordan, M. 1., & Mitchell, T. M. (2015). "Machine learning: Trends, perspectives,
and prospects". Science, 349(6245), 255-260.

[23] Hastie, T., Tibshirani, R., & Friedman, J. (2009). The Elements of Statistical
Learning: Data Mining, Inference, and Prediction. Springer.

[24] Mitchell, T. M. (1997). Machine Learning. McGraw Hill.

[25] James, G., Witten, D., Hastie, T., & Tibshirani, R. (2013). An Introduction to
Statistical Learning. Springer.

[26] Russell, S. J., & Norvig, P. (2016). Artificial Intelligence: A Modern Approach.
Pearson.

[27] Bishop, C. M. (20006). Pattern Recognition and Machine Learning. Springer.
[28] Murphy, K. P. (2012). Machine Learning: A Probabilistic Perspective. MIT Press.

[29] Ngai, E. W., Xiu, L., & Chau, D. C. (2009). "Application of data mining techniques
in customer relationship management: A literature review and classification". Expert
Systems with Applications, 36(2), 2592-2602.

[30] Aggarwal, C. C. (2015). Data Mining: The Textbook. Springer International
Publishing.

[31] Celebi, M. E., & Kingravi, H. A. (2016). "Unsupervised Learning: A Systematic
Overview". In: Unsupervised Learning Algorithms. Springer, Cham.

[32] MacQueen, J. (1967). "Some methods for classification and analysis of multivariate
observations". Proceedings of the Fifth Berkeley Symposium on Mathematical Statistics
and Probability, Vol. 1, pp. 281-297.

[33] Han, J., Kamber, M., & Pei, J. (2012). Data Mining: Concepts and Techniques.
Morgan Kaufmann Publishers.

[34] Arthur, D., & Vassilvitskii, S. (2007). "k-means++: The advantages of careful
seeding". Proceedings of the eighteenth annual ACM-SIAM symposium on Discrete
algorithms, pp. 1027-1035.

[35] Syakur, M. A., et al. (2018). "Integration of Elbow Method and K-Means Algorithm
for Clustering Analysis". Journal of Physics: Conference Series, Vol. 930, No. 1.

[36] Kodinariya, T. M., & Makwana, P. R. (2013). "Review on determining number of
Cluster in K-Means Clustering". International Journal of Advance Research in Computer
Science and Management Studies, 1(6), 90-95.

[37] Bholowalia, P., & Kumar, A. (2014). "EBK-Means: A Clustering Technique based
on Elbow Method and K-Means in WSN". International Journal of Computer
Applications, 105(9).

[38] Jain, A. K., & Dubes, R. C. (1988). Algorithms for Clustering Data. Prentice-Hall.

25



[39] Murtagh, F., & Contreras, P. (2012). Algorithms for hierarchical clustering: an
overview. Wiley Interdisciplinary Reviews: Data Mining and Knowledge Discovery,
2(1), 86-97.

[40] Ward Jr, J. H. (1963). Hierarchical grouping to optimize an objective function.
Journal of the American Statistical Association, 58(301), 236-244.

[41] Nielsen, F. (2016). "Hierarchical Clustering". Introduction to HPC with MPI for
Data Science, Springer, pp. 195-211.

[42] Manning, C. D., Raghavan, P., & Schiitze, H. (2008). Introduction to Information
Retrieval. Cambridge University Press.

[43] Jolliffe, 1. T. (2002). Principal Component Analysis. Springer Series in Statistics.

[44] Shlens, J. (2014). "A tutorial on principal component analysis". arXiv preprint
arXiv:1404.1100.

[45] Abdi, H., & Williams, L. J. (2010). "Principal component analysis". Wiley
Interdisciplinary Reviews: Computational Statistics, 2(4), 433-459.

[46] Hotelling, H. (1933). "Analysis of a complex of statistical variables into principal
components". Journal of Educational Psychology, 24(6), 417.

[47] Pearson, K. (1901). "On lines and planes of closest fit to systems of points in
space". The London, Edinburgh, and Dublin Philosophical Magazine and Journal of
Science, 2(11), 559-572.

[48] Cattell, R. B. (1966). "The scree test for the number of factors". Multivariate
Behavioral Research, 1(2), 245-276.

[49] Pyle, D. (1999). Data Preparation for Data Mining. Morgan Kaufmann.

[50] Wirth, R., & Hipp, J. (2000). "CRISP-DM: Towards a standard process model for
data mining". Proceedings of the 4th International Conference on the Practical
Applications of Knowledge Discovery and Data Mining, pp. 29-39.

[51] Schafer, J. L. (1997). Analysis of Incomplete Multivariate Data. CRC Press.
[52] Allison, P. D. (2001). Missing Data. Sage Publications.

[53] Zheng, A., & Casari, A. (2018). Feature Engineering for Machine Learning.
O'Reilly Media.
[54] Hughes, A. M. (2005). Strategic Database Marketing. McGraw-Hill Education.
[55] Mentzer, J. T., et al. (2001). Logistics service quality as a segment-customized
process. Journal of Marketing
[56] Esper, T. L., et al. (2003). "The last mile: an examination of effects of online retail
delivery strategies and customer satisfaction". Journal of Business Logistics.
[57] Aggarwal, C. C. (2017). Outlier Analysis. Springer Publishing Company.
[58] Hoaglin, D. C., & Iglewicz, B. (1987). "Fine-tuning some resistant rules for outlier
labeling". Journal of the American Statistical Association.
[59] Iglewicz, B., & Hoaglin, D. C. (1993). How to Detect and Handle Outliers. ASQC
Quality Press.

[60] Mohamad, I. B., & Usman, D. (2013). "Standardization and its effects on K-means
clustering algorithm". Research Journal of Applied Sciences, Engineering and
Technology, 6(17), 3299-3303.

26



[61] Pedregosa, F., et al. (2011). Scikit-learn: Machine Learning in Python. Journal of
Machine Learning Research, 12, 2825-2830.

[62] Shanker, M., Hu, M. Y., & Hung, M. S. (1996). "Effect of data standardization on
neural network training". Omega, 24(4), 385-397.

[63] Milligan, G. W., & Cooper, M. C. (1988). "A study of standardization of variables
in cluster analysis". Journal of Classification, 5(2), 181-204.

[64] Tan, P. N., Steinbach, M., & Kumar, V. (2016). Introduction to Data Mining.
Pearson Education Limited.

[65] Jolliffe, I. T., & Cadima, J. (2016). "Principal component analysis: a review and
recent developments". Philosophical Transactions of the Royal Society A: Mathematical,
Physical and Engineering Sciences, 374(2067).

[66] Payne, A., & Frow, P. (2013). Strategic Customer Management: Integrating
Relationship Marketing and CRM. Cambridge University Press.

[67] Satish, G. N. V. R., et al. (2020). An Optimal Cluster Selection using Elbow Method
for Marketing Segmentation. International Journal of Management and Analytics.

[68] Govindasamy, K., & Velmurugan, T. (2017). Qualitative Performance Analysis of
K-Means Clustering Algorithm in Supply Chain Management. International Journal of
Pure and Applied Mathematics.

[69] W, J. (2012). Advances in K-means Clustering: A Data Mining Thinking. Springer
Science & Business Media.

[70] Li, Y., et al. (2021). An extended RFM model for customer segmentation in the
logistics industry. Journal of Retailing and Consumer Services, 58.

[71] Moncrief, W. C. (2017). Are sales as we know it dead?. Journal of Personal Selling
& Sales Management, 37(4).

[72] Hosseini, S. M., et al. (2010). Mining customer value based on RFM model by K-
means algorithm. Journal of Applied Sciences, 10(21).

[73] Rousseeuw, P. J. (1987). Silhouettes: A graphical aid to the interpretation and
validation of cluster analysis. Journal of Computational and Applied Mathematics.

[74] Kaufman, L., & Rousseeuw, P. J. (2009). Finding Groups in Data: An Introduction
to Cluster Analysis. John Wiley & Sons.

[75] Hennig, C. (2015). Clustering strategy and cluster validation. Handbook of Cluster
Analysis.

[76] Davies, D. L., & Bouldin, D. W. (1979). 4 cluster separation measure. IEEE
Transactions on Pattern Analysis and Machine Intelligence.

[77] Calinski, T., & Harabasz, J. (1974). A dendrite method for cluster analysis.
Communications in Statistics-theory and Methods.

[78] Xu, D., & Tian, Y. (2015). A Comprehensive Survey of Clustering Algorithms.
Annals of Data Science.

[79] Handl, J., & Knowles, J. (2005). Computational cluster validation in post-genomic
data analysis. Bioinformatics.

27



[80] Tipping, M. E., & Bishop, C. M. (1999). Probabilistic principal component
analysis. Journal of the Royal Statistical Society: Series B (Statistical Methodology).

[81] Ringnér, M. (2008). What is principal component analysis?. Nature Biotechnology,
26(3), 303-304.

[82] Esper, T. L., et al. (2008). Logistics service quality: A customer service
perspective. Journal of Business Logistics.

[83] Griffis, S. E., et al. (2012). The impact of order fulfillment on customer retention
and logistics service quality. Journal of Business Logistics, 33(2).

[84] Kumar, V., & Reinartz, W. (2018). Customer Relationship Management: Concept,
Strategy, and Tools. Springer.

[85] Ballou, R. H. (2007). Business Logistics/Supply Chain Management. Pearson
Education India

28



pandas pd

atplotlib.p

born

ssing impo ard aler
» import KMe Agglomerat

re, da b ) e, C i_harab

pd.read_

olumns]

Y

Ek 1. Python Kaynak Kodlar1

29



df = df.groupby(

customer_df.columns =

df[col].quantile(

= df[ ] .quantil

Ek 2. Python Kaynak Kodlar1

30



iin
kmeans = KMeans(
kmeans.fit(

ppen

plt

plt

Ek 3. Python Kaynak Kodlar1

31



e main.py

=k_final,

final)

hec = Agglomerati

hc_label = hc.fit_predict(

he sl = ilhouvette hc_labels)

\n 4

customer_df['P

customer_df[

Ek 4. Python Kaynak Kodlar1

32



mean = customer_df.groupby( ] .mean().round(2)

segment_counts = customer_df.groupby('Segment yjstomer_Id'].count()

segment_percent = (s ent_counts / segment_counts.sum() =* ).round(2)

ary_final[ jsteri Sayisa gment_counts

ary_finall o i segment_percent

ary_final = summary_final.sort_ind

mary_fin

ary_final.to_csv(

Ek 5. Python Kaynak Kodlar1

33



Al v Jfx~ Customer_ld,Recency,Frequency,Monetary,Avg Real Shipping,Avg_Scheduled_Shipping,Shipping_Delay,Segment,PCA1,PCA2
B C D E F G H | J K L M N o

A
|Cuslomer Id,Recency,Frequency,Monetary,Avg_Real Shipping,Avg Scheduled_Shipping,Shipping_Delay,Segment,PCA1,PCA2
1,793,1,472.4500122,6.0,4.0,2.0,0,-0.09889454222841125,1.0146270121264593
2,137,10,1618.66004179,4.5,4.0,0.5,2,-0.041501163984610456,-0.02843012789883538
3,230,18,3189.20003702,2.( 4,2 3,-0. 1,1.4484073478124562,-0.5884031820402299
4,381,14,1480.70999322,2.5714285714285716,2.0,0.5714285714285716,0,0.648283439078319,-0.0363235821977702
5,458,7,1101.91999814,3.142857142857143,2.5714285714285716,0.5714285714285712,0,0.06562795581296435,-0.08682801583794812
6,647,15,2954.32003014,4.4,3.2,1.2000000000000002,0,1.8401051348136994,0.4475959146604551
7,221,22,4869.64007194,4.090909030909091,4.0,0.09090909090909083, 1,2.4816315778417626,-0.3250568832212121
8,127,19,3411.27000812,3.263157894736842,3.526315789473684,-0.26315789473684204,1,1.4421159399639658,-0.6323560600334753
) 9,141,14,2347.46006969,3.642857142857143,1.5,2.142857142857143,1,0.8511144283407907,1.42416 26979214335
| 10,308,8,1130.05000676,4.5,4.0,0.5,0,-0.10921161927741535,-0.0969353869764224 1
2 111,372,12,2159.28000637,3 3. -0.5,0,0.7783302606204101,-0.9557539912860179
3 12,256,28,5553.77004634,2.142857142857143,2.107142857142857,0.03571428571428559,1,3.3182092817826168,-0.3565512832807491
1 13,194,16,2814.86001884,4.125,2.75,1.375,1,1.051288722555288,0.7460346828213411
5 14,159,13,2159.24003985,2.923076923076923,2.923076923076923,0.0,1,0.4749818967679618,-0.451387195315079
5 15,421,3,226.18000031999998,2.0,2.0,0.0,0,-0.695418434921053,-0.5943800970433548
716,124,17,2169.97002785,2.2941176470588234,2.7058823529411766,-0.41176470588235325,1,0.7370005034023802,-0.7850236885574468
317,285,17,3882.8100891,4.411764705882353,4.0,0.41176470588235325,1,1.7660628004883403,-0.09753084 197423165
]
)
|
2
3
1
b
3

18,406,15,3255.3200149,3.0,2.7 4,0 1,1.549 7794,-0.2776327739649968
19,465,24,3993.23001889,3. ,2.75,0.7( ,1,2.6863901703114506,0.12243371335149995
20,292,6,1508.6800307,3 3 0 )4,0,-0.129269( -0.23573254185713086
2 21,296,17,2517.67000968,2.235294117647059,2.1176470588235294,0.11764705882352944,1,1.1910739835830964,-0.3769602236 7632154
22,388,16,2515.20003894,3.5625,2.5625,1.0,1,1.2680917797617348,0.3541265215435931
23,502,20,3683.32999017,4.1,2.75,1 1,2 476240927,0.6497278168199835
> 24,685,15,2500.63000503,2 2. 0 )4,0,1.7156707855184437,-0.32185183853021554
25,642,4,791.3900069599999,2.75,1.75,1.0,0,0.016622469579865372,0.21135383381629005

A Lojistik_Musteri_Segmentasyonu_ + = €

Ek 6. Projenin Segmente Edilmis Final Gorseli

34



OZGECMIS

Adi1 Soyadi: Sedanur DURGUN

Dogum Tarihi: 15.01.2002

Dogum Yeri: Istanbul

Lise: Sancaktepe Rabia Kiz Anadolu Imamhatip Lisesi Fen ve
Sosyal Bilimler Agirlikli Proje Okulu (2016-2020)

Staj Yaptig1 Yerler: Uyumsoft Bilgi ve Teknolojileri A. S. (20 is giinii)

35



